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Yapay zekâ ağları, tüm teknolojik alanlarda olduğu gibi, 
modern tıpta da gittikçe daha fazla uygulama alanı bulan 
ve insan zekâsını oluşturan nöral ağları simüle etmeye çalı-
şan yapılardır. Tıbbi alanlarda özellikle tanısal görüntüleme, 
yapay zekâ için çok yüksek bir gelişme potansiyeli barındır-
maktadır. Çeşitli tıbbi bölümler gibi ortopedi ve travmatolo-
jide de segmentasyon araçlarından faydalanmaktadır. Kas 
iskelet sisteminin segmentasyonu, bu yapıları değerlendirmek 
ve olası tıbbi müdaheleleri planlayabilmek için çok önemli bir 
anahtardır. Görüntülerde var olan çeşitli artefaktlar segmen-
tasyonu zorlaştırmaktadır. Bir görüntü içerisinden, istenilen 
bölgeyi tanımlayıp ayırt etme anlamına gelen segmentasyon, 
yapay zekâ ağları tarafından büyük bir başarıyla yapılabil-
mektedir. Bu ağlar, segmentasyonu insana bağlı kısıtlayıcı 
faktörlerin etkisinden arındırmış ve otomatize olduğu için de 
daha yüksek güvenilirlik ve hız sağlamıştır. Güncel literatürde, 
bu ağların başarısını gösteren çok sayıda çalışma vardır. Bu 
ağların kullanımı için çalışma prensiplerinin doğru anlaşılması 
gereklidir. Bu derlemede ortopedi ve travmatolojide yaygın 
olarak kullanılan segmentasyon uygulamaları ele alınacak ve 
ağların genel özellikleri, çalışma prensipleri, işleyiş aşamaları 
ve sonuçlarının değerlendirilmesi süreçleri ortaya konacaktır.
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Artificial Intelligence networks are structures that attempt 
to simulate the neural networks that comprise human intel-
ligence and are increasingly finding applications in modern 
medicine, as in all technological fields. In medical fields, 
especially diagnostic imaging, there is a very high develop-
ment potential for artificial intelligence. Like various medical 
departments, orthopedics and traumatology also benefit from 
segmentation tools. Segmentation of the musculoskeletal 
system is a crucial key to evaluating these structures and plan-
ning possible medical interventions. Various artifacts present 
in images make segmentation difficult. Segmentation, which 
means identifying and separating the desired region from 
an image, can be performed with great success by artificial 
intelligence networks. These networks make segmentation 
free from the influence of human constraints and provide 
higher reliability and speed because they are automated. In 
the current literature, there are numerous works demonstrat-
ing the success of these networks. The use of these networks 
requires a proper understanding of their working principles. In 
this review, the segmentation applications commonly used in 
orthopedics and traumatology will be discussed, and the gen-
eral characteristics of the networks, their working principles, 
the stages of operation, and the evaluation of the results will 
be presented.
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Segmentasyon bir nesnenin şeklini belirlemek için 
içerdiği piksellerin sınıflandırmasını da içeren bir 
analiz ve temsil sürecidir.[1,2]   Bu işlem girdi olarak 

kullanılan resmi, ilgilenilen bölge (roI) olarak belir-
lenen alan ile yüksek korelasyon gösterecek şekilde 
bölgelerine ayırır. Segmentasyonun amacı, anatomiyi 
incelemek, ilgilenilen bölgeyi tanımlamak için veri-
len bir giriş görüntüsünü anlamlı bir biçimde temsil 
etmektir. Bu işlem manuel olarak da yapılabilir ancak 

buna dair düşük gözlemci içi ve gözlemciler arası güve-
nilirlik, yapan kişinin tecrübe düzeyine bağımlılık gibi 
kısıtlamaları mevcuttur, bu sebeple bu sürecin otoma-
tize edilmesi ihtiyacı doğmuştur.[1,3] İlk segmentasyon 
modelleri, eşikleme, kenar tabanlı, bölge tabanlı tek-
nikler ve graf tabanlı teknikleri içeren geleneksel resim 
işleme tekniklerinden köken almaktaydı.[4-7] Son yıllar-
da ise daha iyi performans gösteren modeller oluşturan 
derin öğrenme (deep learning, DL) ağları öne çıkmıştır.
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Derin öğrenme ağları çok tabakalı nöral ağlardan olu-
şan yapılardır.[8] Her tabaka kendine gelen veriden özgün 
bir bilgi çıkarır, öncekinden aldığı bilgiyle kombine eder, 
sonraki tabakaya aktarır. Böylece komplike özelliklerin 
çıkarımı mümkün olur. Bu ağ yapıları segmentasyon için 
gittikçe popüler hâle gelen bir uygulama alanıdır.

Son yıllarda, anatomik yapıların segmentasyonu için 
çeşitli derin öğrenme araçları uygulanmış ve bu saye-
de klinik uygulamalar için yüksek hassasiyetli değer-
lendirme ve geniş bir yelpazede destek sağlanmıştır. 
Kas-iskelet sisteminin segmentasyonu için derin öğren-
me araçları, bilgisayar yardımlı cerrahi, tedavi karar ve 
planlaması, biomarker (biyolojik belirteç) tanımlama, 
doku işaretleme, model rekonstrüksiyon, yapay gerçek-
lik, yapısal özelliklerin analiz ve nicelendirilmesi, vücut 
içerik analizi, kemik yapı değerlendirme gibi çeşitli alan-
lardaki uygulamalarla klinisyenlere yardımcı olmak için 
önerilmiştir.[9-20]

Bilgisayar destekli ortopedi ve travmatoloji alanında-
ki cerrahi çeşitli dokuları ilgilendiren geniş bir hastalık ve 
hasta yelpazesini kapsar. Bu dokuların medikal görselle-
rinin segmentasyonu, direkt grafi (X-ray, XR), bilgisayarlı 
tomografi (BT) ve manyetik rezonans (MR) görüntülerin-
deki gri değerlerin benzerliği sebebiyle zor olabilir.

Derin öğrenme ağlarının başarısı veri miktarına (big 
data) bağımlıdır. Dolayısıyla, küçük veri seti ilgili aşırı 
uyum gösterme (overfitting) gibi problemleri aşmak için 
bazı metodlar geliştirilmiştir. Veri arttırma (data aug-
mentasyon) prosedürleri mevcut veriyle (datayla) ilgili 
geliştirmeler sunarken, çekişmeli üretici ağ (generative 
adversarial network, GAN) ağları veriye ait intrinsik dağı-
lımları öğrenerek tamamen yeni sentetik veri setleri oluş-
turmaya imkân sağlar.[15,21] Bir diğer yöntem ise transfer 
öğrenme olarak bilinir, daha önceden var olan eğitilmiş 
bir algoritmayı yeni bir veri setiyle kullanarak eğitmeyi 
sağlar.[22] Veri setiyle ilgili en büyük problemlerden bir 
diğeri de farklı teknik özelliklere sahip cihazlardan elde 
edilen görüntülerin varyasyonudur. Bunu aşmak ve veri-
lerde aynılık (uniformity) sağlamak için normalizasyon/
histogram eşitleme ve yoğunluk/boyut bazlı filtreleme 
gibi ön işleme teknikleri kullanılır.[23]  Bunların kullanıldığı 
çalışmalara örnekler Tablo 1’de verilmiştir.

Verilerin eğitim, değerlendirme ve test gruplarına 
ayrılması için de çeşitli yaklaşımlar geliştirilmiştir. Bu veri 
grupları birbirinden farklılaştıkça ağ başarımı belirgin 

şekilde düşebilir. Genel olarak eğitim/değerlendirme/test 
gruplarının ayrıştırılması orantılı olarak gerçekleştirilir. 
Ortalama test hatasının belirlenmesinde k-katlı çapraz 
değerlendirmesi kullanılır ancak eğitim verisi miktarının 
yeterli sayıda olduğu durumlarda buna gerek olmadığını 
savunan yazarlar da vardır.[24,25]

Kamiya ve ark, BT görüntülerinde kas segmentasyonu 
için hesaplamalı (computitional) anatomi tabanlı kas seg-
mentasyonu ve derin öğrenme tabanlı kas segmentasyo-
nu olmak üzere iki farklı yöntem geliştirmişlerdir.[26] Derin 
öğrenme ağı olarak FCN8s ağını kullanmışlar ve ortalama 
olarak hesaplamalı anatomi tabanlı metotta %78,5, derin 
öğrenme ağı metodunda ise %82,8 başarı bildirmişlerdir. 
Derin öğrenme ağı, sadece 10 hastanın veri setiyle eğitim 
yapılmasına rağmen oldukça iyi sonuç vermiştir.[27]  Tablo 
2’de çeşitli vücut bölgeleri için farklı görüntü modalite-
leri kullanılan segmentasyon çalışmalarından örnekler 
verilmiştir.

Yıllar boyunca kas iskelet sistemi segmentasyonu için 
çeşitli ağ yapıları geliştirilmiştir. Bunlar genel olarak dört 
alt grupta toplanır. Evrişimli sinir ağı (convolutional neural 
network, CNN), (Fully/Regional), Encoder/Decoder Network 
(U-net,V-net), Regional CNN (bölge tabanlı evrişimli sinir 
ağı, fast region-based convolutional neural network, RCNN, 
Faster RCNN, Mask RCNN) ve DeepLab V1 (önceden eği-
tilmiş ResNet/VGG16 kullanır), V2, V3 ve V3+. Bunların en 
popüler olanı Ronneberger ve ark. tarafından geliştirilen 
U-net isimli CNN yapısı ve bu yapının U-net++, Attention 
U-net ve Stripping Down-U-net gibi modifikasyonlarıdır.[35] 

Bu ağların her birinin belirli avantajları ve dezavantajları 
vardır. Bir çalışmada U-net ağının araştırmacıların %60’ı 
tarafından kullanıldığı bildirilmiştir.[36] Bir ağın segmentas-
yon başarım performansını arttırmak için eğitim verisinin 
spesifik alanlarına odaklanmayı sağlayan ve dikkat meka-
nizmaları olarak isimlendirilen yapısal dizayn stratejileri de 
önerilmiştir.[37,38] Veri seti ve ağ yapısı tanımlandıktan sonra 
ağın eğitimi ve sonuçların değerlendirilmesi gereklidir. 

Tablo 1. Ön işleme teknikleri

Ön İşleme Tekniği Referans

Normalizasyon/histogram eşitleme [2,16-18,20]

Yoğunluk/boyut tabanlı filtreleme [10,12,16,20]

Tablo 2. Çeşitli vücut bölgelerinin segmentasyonunda 
kullanılan modaliteler

Bölge Görüntü Modalitesi Referans

Alt ekstremite Manyetik rezonans görüntüleme [3,11]

Ultrasonografi [10,28,29]

Bilgisayarlı tomografi [1, 30,31]

Direkt grafi [32]

Üst ekstremite Manyetik rezonans görüntüleme [33]

Ultrasonografi [34]

Direkt grafi [20]

Pelvis Bilgisayarlı tomografi [17]
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Bunun için çeşitli skorlama sistemleri mevcuttur. Eğitim 
esnasında beklenen çıktı ile tahmin edilen çıktı arasındaki 
fark kayıp fonksiyonu tarafından hesaplanır. Doğrulama 
kaybı olarak isimlendirilen değer platoya ulaştığında 
öğrenme oranı düşmeye başlar.[1] Kayıp fonksiyonlarından 
en sık kullanılanları DICE çapraz entropi ve bu ikisinin 
kombinasyonlarıdır.[1,3,11,13,15,16,39,40,41] Sonuçların değerlen-
dirilmesi için de çeşitli performans indeksleri kullanılır. 
En çok kullanılan indeksler DICE indeksi (DSC), Jaccard 
indeksi (IoU), Hausdorff mesafesi (Hausdorff distance, HD) 
ve yüzey mesafesi (surface distance, SD) indeksleridir. HD 
ve SD indeksleri genellikle 3 boyutlu (3-dimentional, 3D) 
modellerin ölçümleri için kullanılır. Tablo 3’te bu indeksler 
ve kullanıldıkları çalışmalardan örnekler verilmiştir.

Ağ performansını değerlendirmek için önerilen diğer 
bir ölçüt de tahmin süreleridir. Bu süreler donanımla 
doğrudan ilişkilidir.[43] Bu zamanlama eforu açısından, 

model optimizasyonunu sağlamak için kullanılan baye-
sian optimizasyonu gibi metotlarla ağ hiperparametre-
lerinin ayarlanması gerekebilir.[2] Tüm bu aşamalardan 
sonra etiketleme hatalarını düzeltmek ve daha kesin 
sonuçlar elde etmek için işlem-sonrası operasyonlar 
ismi verilen düzenlemeler kullanılabilir. Bunların en yay-
gın olanları morfolojik operasyonlar ve boyut eşikleme 
işlemleridir.[15-18]

U-net ağı kullanılarak lomber intervertebral diskleri 
segmente etmek için yapılan bir çalışmadaki eğitim ve 
değerlendirme aşamaları gösterilmiştir. Şekil 1’de gös-
terilen orijinal veri üzerinde, kullanıcı tarafından image 
J yazılımı kullanarak ilgili alan işaretlenmiştir. Bu şekilde  
işaretlenen yeteri kadar veri ile U-net ağı eğitilmiş ve 
U-net ağı her bir veri üzerinde nereyi ilgili alan olarak 
tanımlaması gerektiğini öğrenmiştir. Şekil 2’de, eğitimi 
tamamlanmış olan U-net ağına yeni bir veri verildiğinde, 
ağ tarafından oluşturulan maske ve bu maske sayesinde 
ilk veriden başarıyla segmente edilen diskler gösteril-
miştir. Bu diskler aynılık sağlaması açısından, sığacağı 
minimum dikdörtgen ile çerçevelenip yatay hâle getiril-
miştir.[44]

Kas iskelet sistemi yapılarının, farklı görüntü modalite-
leri (BT, MR, ultrasonografi, XR) ile elde edilen görüntüler-
de otomatize edilmiş segmentasyonu için son yıllarda çok 
çeşitli çözümler geliştirilmiştir. Kullanılan ağların klinikte 
karşılaşılan veri çeşitliliğini simüle edebilmek amacıyla 
farklı teknik özelliklere sahip görüntüleme cihazlarının 
verileri ile eğitim-doğrulama-değerlendirme işlemle-
ri yapılması, veri dağılımının aynılığının sağlanması, ve 

Şekil 1. U-net eğitim verisinin hazırlanışı. Orijinal veri (a), image J ile oluşturulan eğitim verisi (b).

(a) (b)

Tablo 3. Performans indeksleri ve kullanıldıkları 
çalışmalar

Performans İndeksi Referanslar

DSC [1-3,10-12]

HD [1,2,11,12,15,28,42]

IoU [2,3,9,10,13,14,28]

SD [1,2,41,42]

DSC: Zar benzerlik katsayısı, dice similarity coefficient; HD: Hausdorff 
mesafesi, Hausdorff distance; IoU: Intersection over union; SD: Yüzey 
mesafesi, surface distance.
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sonuçların değerlendirilmesinde oluşabilecek hataların 
azaltılması için ön işlemlerin kullanılması gerekebilir.[36] 

Büyük miktarda veriyle çalışmak önemlidir ancak veri 
yetersizliği ve düzensizliği söz konusu ise veri arttırma ya 
da veri yükseltme, ön ve art işlemlerin kullanılması yön-
temleriyle veri kaynaklı problemleri aşmak mümkündür. 
Derin öğrenme ağları bir veriden çok parçalı bilgi elde 
etmeyi sağlayan yapılardır, bu sebeple derin öğrenme, 
kas iskelet sistemi bozuklukları için insan algısının kısıt-
lılıklarını aşan yeni bir biomarker olarak düşünülebilir. 
Pratikte segmentasyon araçları ile donatılmış tıbbi cihaz-
lar, belirli bölgelerin tedavisinin planlamasında ve tedavi 
etkisinin izlenmesinde klinisyenlere yardımcı olabilir.
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